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RESUMEN

Con  frecuencia, en las investigaciones agrícolas los datos experimentales no  satisfacen las premisas de los modelos lineales generales y las  transformaciones recomendadas tienen poca efectividad. Los Modelos Lineales  Generalizados Mixtos (GLMMs, Generalized Linear Mixed Models) proporcionan una  vía de análisis para aquellos datos que se encuentran correlacionados y no  requiere necesariamente que la variable evaluada se distribuya normalmente,  sino a una distribución de la familia exponencial (Gamma, Poisson, Binomial,  entre otras). El objetivo de esta revisión fue presentar las aplicaciones de  los modelos lineales generalizados mixtos en los programas de mejoramiento  genético. Este modelo ha estado enfocado fundamentalmente en tres direcciones  en los programas de mejoramiento en plantas: en la predicción del  comportamiento familiar, en la estimación de los componentes de varianza y en  los ensayos multiambientes. Los procedimientos de estimación de los GLMMs  posibilitan reducir los sesgos cuando los datos están incompletos,  desbalanceados o ajustar datos dispersos y permiten además modelar la  estructura de los errores en datos provenientes de mediciones longitudinales.  Existen varios programas comerciales y libres tales como: el procedimiento  GLIMMIX y GENMOD del paquete SAS y el Ime4 del paquete R, que posibilitan el  uso de los Modelos Lineales Generalizados Mixtos para la mayoría de las  aplicaciones actuales en la genética de plantas.
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ABSTRACT

Frequently, in agricultural research, experimental  data do not satisfy the assumptions of general linear models, making the  recommended transformations very few effectivel. Generalized Linear Mixed  Models (GLMMs) provide a way of analysis for those data that are correlated and  that does not necessarily require that the evaluated variable be normally  distributed and but to a distribution of the exponencial family (Gamma,  Poisson, Binomial among others). The objective of this review was to present  the applications of generalized linear mixed models in breeding programs. This  model has been focused fundamentally in three directions in plant breeding  programs: in the prediction of family behavior, in the estimation of variance  components and in multi-environment trials. GLMM estimation procedures make it  possible to reduce biases when data is incomplete, unbalanced or adjust  scattered data and also allow modeling the structure of errors in data from  longitudinal measurements. There are several commercial and free programs such  as: the GLIMMIX and GENMOD procedure of the SAS package and the Ime4 of the R  package that enable the use of The Generalized Linear Mixed Models for most  current applications in plant genetics.
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INTRODUCCIÓN

Los Modelos lineales  tradicionales surgen en el siglo XX y se basan en estimaciones por el método de  los Cuadrados Mínimos como el Análisis de Varianza (ANOVA), el Análisis de  Covarianza (ANACOVA), el Análisis de Varianza Multivariado (MANOVA) y la  correlación parcial. En general, emplean variables respuesta continuas y una o  varias variables independientes, las que pueden ser variables de clasificación  que dividen las observaciones en diferentes grupos o variables continuas. El  objetivo de estos modelos puede ser la comparación de grupos o tratamientos  (prueba de hipótesis) o la predicción de una respuesta (variable dependiente) a  partir de las variables dependientes (1). Las premisas del ANOVA basado en un  modelo lineal tradicional son asumidas, en ocasiones sin tener un estricto  cumplimiento, con el fundamento de que si el número de observaciones es  elevado, los datos pueden llegar a ajustarse a la normalidad.

  

  En ocasiones no es correcto suponer una distribución normal. Por ejemplo, si se  trata de conteos o proporciones que son variables discretas; cuando la media de  los datos tiene un rango limitado, como ocurre en datos binarios (0,1) y el  predictor lineal de la media no se limita a dicho rango. Además, los modelos  lineales clásicos ya sean de ANOVA o de regresión suponen que la varianza del  error es constante entre las observaciones; sin embargo, hay datos para los cuales  la varianza de las observaciones aumenta con el valor de la media (1).

  

  Un caso muy frecuente en estudios genéticos,  es el análisis de datos correlacionados provenientes de mediciones repetidas en  los mismos individuos, ya sea en tiempo o en espacio. Existen contextos donde  no es posible utilizar modelos lineales clásicos para el análisis de varianzas,  porque al realizar mediciones repetidas en el tiempo en las mismas unidades  experimentales, se incumplen los supuestos de independencia, normalidad, homocedasticidad  y linealidad requeridos para su utilización.

  

  Las transformaciones de escala de los datos, constituye una alternativa  para lograr el cumplimiento de las premisas de los análisis paramétricos; sin  embargo, aunque mejoran el ajuste de la variable, no siempre logran el  cumplimiento de las mismas. Esta situación limita la aplicación de los modelos  clásicos, por lo que se trata de determinar qué estrategia analítica resulta  más apropiada. Si las medidas repetidas en un individuo pertenecen a diferentes  características correlacionadas, entonces se usan análisis multivariados, como  el MANOVA. Si las evaluaciones repetidas son de una misma característica o  niveles dentro de una de las fuentes de variación, en ocasiones se asumen de  forma incorrecta, con distribución normal y se analizan mediante un ANOVA,  identificando los individuos y el momento evaluativo. Sin embargo, lo correcto  es no suponer normalidad y obtener una mayor eficiencia mediante ecuaciones de  estimación generalizada (2).

  

  La mayoría de los ensayos genéticos que se usan en el fitomejoramiento  comprenden factores fijos (controlables por el investigador), así como factores  aleatorios que varían en su naturaleza en los ambientes de selección durante  las etapas del programa de mejora (3). Estas  limitantes han contribuido al surgimiento de los modelos mixtos, como modelos  lineales generalizados (GLM, Generalized Linear Models), y aportan  variaciones al modelo lineal tradicional (LM, Linear Model),  permitiéndole al mismo ser aplicado a un rango más amplio de datos.

  

  Po otra parte, generalmente los datos que son colectados en las  investigaciones agrícolas no satisfacen las premisas de los modelos lineales  generales; por lo que los modelos lineales generalizados mixtos proporcionan  una vía de análisis que no requiere necesariamente distribución normal de las  variables, posibilitando que las mismas se puedan ajustar a una distribución de  la familia exponencial (4).

  

  A partir de estos antecedentes y  considerando la importancia que poseen estos métodos en la actualidad, el  objetivo de esta revisión es presentar las aplicaciones de los modelos lineales  generalizados mixtos en los programas de mejoramiento genético.

  

  Clasificación

  

Los tipos de modelos disponibles en la actualidad pueden ser agrupados por el  tipo de la variable respuesta o variable dependiente, la cual puede  distribuirse según una distribución normal (Modelo Lineal General) o de otro  tipo (Modelos Lineales Generalizados) (Tabla I).





Los modelos lineales mixtos

  

  Los análisis de modelos mixtos se aplican particularmente a investigaciones que  implican factores con pocos niveles, que pueden ser controlados por los  investigadores (fijos); así como, a factores con niveles que están fuera del  control del investigador (aleatorios) (3)

  

  Los modelos lineales mixtos son una generalización de modelos lineales  generales y se emplean cuando (5):

  

  Los efectos son aleatorios: donde el conjunto de valores de una variable  de predictor categórico se ven no como el conjunto completo, sino como una  muestra aleatoria de todos los valores

  

  Efectos jerárquicos: donde se miden variables predictoras en más de un  nivel

  

  Medidas repetidas: donde las observaciones se correlacionan de forma  independiente.

  

  La forma general de un modelo lineal mixto es:

  

  Y = Xb + Zu + e

  

  donde:

  

  Y es el vector de respuesta (datos), X y Z son matrices de diseño conocidas, b es un vector de parámetros fijos, u (efectos aleatorios) y e (error) son vectores aleatorios no observables. Las esperanzas matemáticas de u y e, se asumen igual a cero (6).

  

  El algoritmo de los modelos mixtos permite  calcular el mejor estimador lineal insesgado (BLUE, Best Linear Unbiased  Estimate) de efectos fijos y el mejor predictor lineal insesgado (BLUP, Best  Linear Unbiased Predictor) de los efectos aleatorios. El BLUP representa la esperanza condicional de los efectos aleatorios dada a los datos  observados, y es también un estimador Bayesiano. El BLUP de una  combinación lineal de efectos fijos y aleatorios, es la combinación lineal de  los BLUE de efectos fijos y los BLUP de efectos aleatorios (7).

  

  Teóricamente, los BLUPs tienen  los menores cuadrados medios del error de predicción entre todos los  predictores lineales insesgados, proveyendo el modelo asumido sostenido y que  los parámetros del modelo sean conocidos (8). Para la estimación de parámetros  genéticos, los genetistas recurrieron a la máxima verosimilitud (ML – Maximum  Likelihood)y asumieron normalidad en los datos experimentales. Para dar una  solución al sesgo del estimador de máxima verosimilitud de la varianza  residual, fue propuesto el método conocido como máxima verosimilitud  “restringida” (REML, Restricted Maximum Likelihood) (9).

  

  La metodología de modelos mixtos permite analizar correcta y  eficientemente los datos de experimentos con medidas repetidas mediante el  modelaje de la estructura de covarianzas, que considera las correlaciones entre  medidas repetidas y la presencia de varianzas heterogéneas. No considerar la  correlación entre sujetos con la utilización de efectos fijos o modelos mixtos  con estructuras de covarianzas muy simples, podría originar que aumente la tasa  de error tipo I para la prueba de efectos fijos del modelo. Sin embargo, un  modelo muy complicado afectaría la potencia y la eficiencia de la prueba para  los efectos fijos (10).

  

  Aplicaciones de los modelos lineales  mixtos

  

La aplicación de los modelos mixtos en los programas de mejoramiento en  plantas ha estado enfocada en tres direcciones (11):


  	La predicción del comportamiento familiar


  	La estimación de los componentes de  varianza 


  	Ensayos multiambientes




Predicción  del comportamiento familiar

  

  Los  modelos mixtos basados en predicción (BLUP) han sido empleados en diferentes  especies vegetales como: soya (12), maíz (13), kiwi (14), papa (15), caña (16);  con el objetivo de seleccionar individuos y familias que presenten las  características deseadas por el investigador, para ser recomendadas en futuras  investigaciones.

  

    Existen evidencias que muestran que una combinación de selección familiar e  individual es más eficaz que una selección de familia sola (17). La selección  de individuos dentro de cada familia pasa por un proceso de evaluación visual,  lo que conlleva a que sea más difícil la obtención a nivel individual (18,19). El  uso de la metodología BLUP individual simulado (BLUPIS, BLUP individual simulated) permite indicar un  número de individuos a ser seleccionados visualmente por familia, número total  de clones o número de familias a contribuir con individuos seleccionados (20).

  

    Con el objetivo de determinar el número de individuos seleccionados por familia  en caña de azúcar (16), se estimaron los mejores predictores lineares  insesgados a nivel individual (BLUPIS). Estos autores consideraron en su  experimento como efectos fijos, los efectos experimentales, que incluyen la  media general y como efectos aleatorios los efectos aditivos del genotipo de  los individuos, la capacidad específica de combinación y el efecto de los  bloques. A partir del análisis de los resultados, determinaron que las familias  que estaban formadas por el grupo dos eran las que debían ser recomendadas en  el programa de mejoramiento de la caña en Brasil, por tener variedades  óptimamente adaptadas a las condiciones de sabana brasileña.

  

    De igual forma, en otro estudio utilizaron la metodología de los modelos mixtos  para predecir los efectos genotípicos de cada familia y los valores genotípicos  de cada individuo dentro de cada familia (21). Estos autores consideraron en su  modelo mixto, la media general, como de efectos fijos y el efecto genotípico de  cada familia, como aleatorio. El número óptimo de genotipos fue seleccionado en  las mejores familias, obteniendo una alta eficiencia del método BLUPIS.

  

  Estimación de los componentes de  varianza

  

  La cantidad de variación del genotipo se mide y expresa mediante la  varianza. La varianza fenotípica se descompone en varianza genéticay  varianza ambiental. A su vez, la varianza genética se descompone en varianza  aditiva, de dominancia y de interacción epistática (22). La partición de  la varianza en componentes, permite estimar la importancia relativa de los  determinantes del fenotipo, en particular, el papel de la herencia frente al  ambiente.

  

    El método REML/BLUP de los modelos mixtos, permite estimar los parámetros  genéticos, los BLUP y predecir los valores genéticos aditivos y genotípicos  (23). Estos autores seleccionaron las mejores familias de caña de azúcar para  caracteres agroindustriales, a partir de los valores genéticos y aditivos  obtenidos por esta metodología. Además obtuvieron valores altos de  heredabilidad para la selección familiar y valores bajos y medios para la  selección individual.

  

    Otros autores, al emplear la metodología REM/BLUP determinaron las familias que  presentaban las características de producción esperadas y los mejores  individuos para cada una de ellas (24).

  

  Ensayos multiambientes

  

  La respuesta diferencial de un genotipo o cultivar dado a través de  diferentes ambientes se conoce como Interacción Genotipo-Ambiente (IGA) (GEI,  Genotype-Environment Interaction).

  

    Los caracteres más importantes de los cultivos comerciales están controlados  por poligenes con varios tipos de efectos genéticos que son afectados por el  ambiente. El uso del operador multiplicativo para modelar la interacción  genotipo x ambiente ha sido propuesto por varios investigadores (25-29).

  

    Los modelos lineales-bilineales mixtos son útiles para modelar la interacción  genotipo-ambiente y estimar las matrices de varianza-covarianza (30). Un modelo  lineal-bilineal de efecto mixto para G genotipos, S sitios y R réplicas es: 

  

    Y = Xb + Zr +Zg + Zge + e

  

    Donde: X, Zr, Zg y Zge son las matrices de diseño para  efectos fijos, de efectos aleatorios replicados dentro de sitios, genotipos, y  la interacción, respectivamente, y e es el vector de residuos. El vector b denota los efectos fijos de los sitios, y los vectores r, g, ge y e contienen efectos aleatorios de repeticiones dentro de los  sitios, genotipos, interacción y residuos, respectivamente, y se supone que son  aleatorios y normalmente distribuidos con vectores medios nulos y matrices de  varianza-covarianza R, G, GE y E, respectivamente. Estas matrices de  varianza-covarianza presentan una estructura simple de componente de varianza  (30).

  

    El ANOVA regular mixto asume que todos los términos de la interacción  genotipo-ambiente tienen la misma varianza y son independientes; aunque algunos  autores han empleado un modelo mixto que involucra la diagonal de la matriz G  con varianzas heterogéneas (por genotipo) para los términos aleatorios de la  interacción (31). Por tanto, el modelo asume que todos los términos  genotipo-ambiente que involucran un genotipo particular, tienen la misma  varianza genotipo-ambiente, y serán tan diferentes los componentes de varianza genotipo-ambiente,  como el número de genotipos. Los componentes de varianza REML,  asignables a cada genotipo, estiman los mismos parámetros que la varianza de  estabilidad de Shukla (32).

  

    La autora comparó los biplots obtenidos cuando colocó en el m-ésimo eje λmj,  como valores genotípicos, en cada término multiplicativo, y el m-ésimo elemento  del escalado EBLUP (xi) como el valor para el i-ésimo ambiente, contra el  biplot tradicional obtenido de un modelo fijo (11). Los biplots bajo ambos  enfoques fueron obtenidos para varios ficheros completos de ensayos de  variedades. Los procedimientos diferentes para obtener los biplots en ambos  enfoques, mostraron el mismo patrón de iteración. Datos de experimentos de  campo de plantas de caña, de 2007- 2009 (33) fueron empleados para comparar la  exactitud de predicción de varios modelos mixtos contra el enfoque de modelos  fijos. Los ensayos de campo regulares involucraron de 20 genotipos por ensayo.  Cada año, los experimentos fueron conducidos en varias granjas (6) comerciales.  El experimento fue conducido según un diseño de bloques completamente  aleatorizados con tres réplicas. El marco teórico de los modelos lineales  mixtos proporcionó la posibilidad de un mejor ajuste de los datos con respecto  al que se hubiese obtenido bajo los supuestos clásicos de homogeneidad de  varianzas a través de ensayos e independencia temporal y espacial de las  observaciones, proveyendo un menor error estándar para la comparaciones de  medias y, por ende, una mayor eficiencia en el experimento. El cambio de modelo  permitió detectar diferencias estadísticamente significativas entre genotipos,  no evidenciadas por el modelo clásico, así como también producir alteraciones  en la posición relativa de jerarquía de sus desempeños, lo que condujo a cambios  en la interpretación de los datos analizados. Cuando se evalúa la ejecución de  genotipos en presencia de una pequeña magnitud de variación genotipo-ambiente  bajo un enfoque de modelo fijo (con o sin términos genotipo-ambiente), pudiera  esperarse una inflación del 
    error tipo I (34). 

En otro estudio se realizó  una comparación de la eficiencia entre los métodos Eberhart-Russel (ER),  Modelos de Efectos Principales Aditivos e Interacción Multiplicativa (AMMI) y  el modelo mixto (REML/BLUP) (35). Estos autores demostraron que el modelo mixto  tiene más sensibilidad en la detección de los efectos provocados por la  interacción genotipo-ambiente que los otros métodos comparados.

  

  Los modelos lineales generalizados  mixtos (GLMM)

    

Los GLMs, más usados en la actualidad son los Modelos Lineales  Generalizados Mixtos (GLMMs, Generalized Linear Mixed Models) que  permiten que la media de una población dependa de un predictor lineal a través  de una función de enlace (link function) de tipo no lineal y que la  distribución probabilística de la variable respuesta sea cualquiera de la  familia exponencial (Tabla II).  De este modo, las variables explicativas pueden ser cualquier combinación de  variables continuas, variables de clasificación y sus interacciones. La  estimación de parámetros en estos modelos se realiza mediante procedimientos de  máxima verosimilitud (36).





  Los Modelos Lineales Generalizados Mixtos (GLMM, Generalized, Linear Mixed  Models) ofrecen nuevas posibilidades en estos casos, pues hacen posible  extender los modelos lineales clásicos de efectos fijos, al incluir efectos  aleatorios y predictores BLUPs, para el análisis de datos con distribuciones de  la familia exponencial. Además, permiten procesar datos correlacionados al usar  efectos aleatorios y estimar sus componentes de varianza asociados al modelo,  adicionales a los del error residual. Los procedimientos de estimación usados  posibilitan reducir los sesgos cuando los datos están incompletos,  desbalanceados o ajustar datos dispersos y permiten además modelar la estructura  de los errores en datos provenientes de mediciones longitudinales (37).

  

  Existen programas comerciales y libres tales  como: los procedimientos GLIMMIX y GENMOD del paquete SAS y el Ime4 del paquete  R que posibilitan el uso de los Modelos Lineales Generalizados Mixtos (GLMMs)  para la mayoría de las aplicaciones actuales en la genética de plantas. Sin  embargo, la masividad de datos provenientes del nivel molecular y de  informaciones fenotípicas históricas hace que se esté trabajando en el  desarrollo de herramientas capaces de procesar modelos con miles de niveles de  efectos fijos y aleatorios (38, 39).

  

Se han logrado variantes exitosas que  reducen más de un 90 % el tiempo de corrida requerido para datos de  distribuciones de Poisson, Binomial y Gamma condicional (40).

 

CONCLUSIONES

Los modelos mixtos han  sido ampliamente utilizados en los estudios de genética en plantas, y los  modelos mixtos generalizados han permitido ampliar el espectro de trabajo con  aquellas variables que por su naturaleza, no se ajustan a una distribución  normal y sus datos se encuentran correlacionados. En la actualidad, su utilización requiere de programas computacionales  de gran complejidad, pero presentan grandes ventajas con respecto a los métodos  clásicos, ya que sus procedimientos de estimación reducen los sesgos cuando los  datos están incompletos, desbalanceados o ajustan datos dispersos.
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